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时间序列模型应用于新型冠状病毒肺炎
疫情预测效果比较研究
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【摘要】 目的 比较常见时间序列模型应用于新型冠状病毒肺炎（COVID-19）疫情预测的效果。

方法 收集2020年4月1日至9月30日美国、印度和巴西3个国家COVID-19每日确诊病例数，分别建

立差分自回归移动平均（ARIMA）模型和循环神经网络（RNN）模型，使用平均绝对百分比误差

（MAPE）和均方根误差（RMSE）等指标，比较不同模型预测 9月 21-30日确诊病例的表现。结果 应

用 ARIMA模型预测美国、印度和巴西疫情的MAPE分别为 13.18%、9.18%和 17.30%，RMSE分别为

6 542.32、8 069.50和 3 954.59；应用 RNN模型预测美国、印度和巴西疫情的MAPE分别为 15.27%、

7.23% 和 26.02%，RMSE 分别为 6 877.71、6 457.07 和 5 950.88。结论 ARIMA 和 RNN 模型的

COVID-19预测效果存在地区差异，ARIMA模型的预测效果在美国和巴西较优，而RNN模型的预测效

果在印度较优。
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【Abstract】 Objective To compare the performances of different time series models in
predicting COVID-19 in different countries. Methods We collected the daily confirmed case
numbers of COVID-19 in the USA, India, and Brazil from April 1 to September 30, 2020, and then
constructed an autoregressive integrated moving average (ARIMA) model and a recurrent neural
network (RNN) model, respectively. We applied the mean absolute percentage error (MAPE) and
root mean square error (RMSE) to compare the performances of the two models in predicting the
case numbers from September 21 to September 30, 2020. Results For the ARIMA models applied
in the USA, India, and Brazil, the MAPEs were 13.18%, 9.18%, and 17.30%, respectively, and the
RMSEs were 6 542.32, 8 069.50, and 3 954.59, respectively. For the RNN models applied in the USA,
India, and Brazil, the MAPEs were 15.27%, 7.23% and 26.02%, respectively, and the RMSEs were
6 877.71, 6 457.07, and 5 950.88, respectively. Conclusions The performance of the prediction
models varied with country. The ARIMA model had a better prediction performance for COVID-19 in
the USA and Brazil, while the RNN model was more suitable in India.

【Key words】 COVID-19; Autoregressive integrated moving average model; Recurrent
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2019 年年末新发现的新型冠状病毒肺炎

（COVID-19）已造成全球大流行，成为影响人类健

康的重大公共卫生问题［1］。准确预测COVID-19的
发病趋势可以帮助政府部门合理分配医疗卫生资

源，及时调整防控策略，有效遏制疫情。时间序列

分析是根据系统观测获得的数据，通过曲线拟合和

参数估计来建立数学模型的一类方法。差分自回

归 移 动 平 均（autoregressive integrated moving
average，ARIMA）模型和循环神经网络（recurrent
neural network，RNN）模型是两种常见的时间序列

模型。其中，ARIMA模型已被用于预测意大利、西

班牙和法国等国家的COVID-19疫情，并被证明具

有良好的预测性能［2］，但尚未有研究探索应用RNN
模型预测COVID-19并比较其预测能力。因此，本

研究通过构建ARIMA模型和RNN模型，旨在比较

这两种模型应用于预测不同地区COVID-19疫情的

表现。

资料与方法

1. 数据收集：据WHO统计数据，截至 2020年
9月 30日，美国、印度和巴西分别确诊 7 077 015、
6 225 763和 4 745 464例COVID-19，是全球累计确

诊病例数最多的 3个国家［1］。因此，从WHO发布

COVID-19 疫情数据的网站（https：//covid19. who.
int/）收集上述 3个国家 2020年 4月 1日至 9月 30日
期间每日确诊病例数，用于构建时间序列模型并评

估其预测性能。

2. ARIMA模型的构建：ARIMA模型是最经典、

最成熟的时间序列模型，该模型对数据的分布类型

不做特殊要求，已被广泛应用于结核病［3］、手足口

病［4］和乙型肝炎［5］等传染病的预测。ARIMA模型

可以表示为ARIMA（p，d，q），其中 p表示自回归的

阶数，d表示差分的次数，q表示移动平均的阶数。

构建 ARIMA模型包含 4个步骤：①通过时间序列

图和单位根检验判断序列是否平稳，若不平稳，则

通过差分的方式使其平稳；②根据平稳序列的自相

关系数图和偏自相关系数图初步确定 p和 q的取

值，以构建一些备选模型，其中 p的取值参考偏自

相关系数图，q的取值参考自相关系数图；③根据最

小 化 贝 叶 斯 信 息 准 则（Bayesian information
criterion，BIC）值的原则确定最佳模型；④对模型

的系数进行假设检验并检测其残差是否为白噪声，

如果模型的某项系数不显著或其残差被证明为非

白噪声，则应重新选择模型［6］。确定最佳 ARIMA
模型后，用其预测9月21-30日的COVID-19确诊病

例数。

3. RNN模型的构建：ARIMA模型本质上是一

种线性回归模型，考虑到COVID-19的发病趋势可

能是非线性，因此，构建了另一种非线性模型，即

RNN模型。RNN模型是一种常见的神经网络模

型，除了具有强大的非线性拟合能力外，还拥有记

忆功能。神经网络模型通常由输入层、隐藏层和输

出层组成，传统的神经网络模型层与层之间完全连

接，但每一层中的神经元彼此之间没有连接，而

RNN模型则在隐藏层的神经元间添加连接，其隐

藏层的输入不仅包括输入层的输出，还包括隐藏层

先前的输出，从而使其具有跨时间步长传递信息的

能力，特别适合用于时间序列分析［7-8］。本研究将

2020年 4月 1日至 9月 30日的每日确诊数据划分

为训练集、测试集和预测集，共构建了 10个RNN模

型（RNN1~RNN10），RNN1使用前 1天的数据预测

当日的数据，RNN2使用前 2天的数据预测当日的

数据，以此类推。在训练前对数据进行归一化处

理，使用公式：X' = X - Xmin

Xmax - Xmin

将所有数据转化到

区间［0，1］间。其中，X是原始值，Xmax是原始值的

最大值，Xmin是原始值的最小值，X'是转化后的值。

对每个 RNN模型进行 3次训练，并使用测试集

（9月 1-20日的确诊数据）比较预测性能，以确定最

佳的RNN模型。此外，对于每个RNN模型，将学习

率分别设置为 0.05、0.1和 0.2，将隐藏层的维度分

别设置为 3、5和 10，通过观察其在训练集上误差的

下降情况确定合适的训练步数，根据不同参数组合

下模型在测试集上的表现确定最合适的参数。确

定最佳RNN模型后用其预测 9月 21-30日的确诊

病例数。

4.模型预测性能比较：采用平均绝对百分比误
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差（mean absolute percentage error，MAPE）和均方根

误差（root mean square error，RMSE）比较模型的预

测性能［9-10］。MAPE = 1
n∑i = 1

n || Xi - X̂i × 100
Xi

，RMSE =
1
n∑i = 1

n (Xi - X̂i )2，其中，Xi是时刻 i的实际值，X̂i是

模型在时刻 i的预测值，n为样本量。

5. 统计学分析：使用 R 4.0.2中的“forecast”
“tseries”和“rnn”包构建ARIMA和RNN模型，检验

水平α=0.05，以P<0.05为差异有统计学意义。

结 果

1. ARIMA模型：2020年 4月 1日至 9月 20日，

美国、巴西和印度的COVID-19每日确诊病例数见

图 1。美国和巴西的日确诊病例数在 7月底和 8月
初达到峰值，而后略有下降，而印度的日确诊病例

数则一直波动性上升，未出现明显的下降趋势。

对病例序列进行两次差分后经单位根检验，结

果显示，序列已经平稳（P<0.01）。平稳序列的自相

关系数和偏自相关系数见图 2 A1~A3和 B1~B3。
对于美国和巴西，初步确定 p=1~8，q=1；对于印度，

初步确定 p=1~8，q=1~2，最终确定ARIMA（6，2，1）
为最优 ARIMA模型。对于美国，尽管 ARIMA（6，
2，1）的BIC值略大于ARIMA（7，2，1），但考虑到模

型复杂度和 p的取值较高可能会导致过拟合问题，

因此，仍选择ARIMA（6，2，1）为美国的最优ARIMA
模型（表 1）。参数假设检验显示，模型各项系数均

有统计学意义（P<0.05），其残差序列的自相关性和

偏自相关性已经基本消除，可认为其为白噪声序列

（图2 C1~C3和D1~D3）。

使用 ARIMA（6，2，1）预测 3个国家 9月 21-

30日的确诊病例数，结果见表2。
2. RNN模型：比较 3个国家不同 RNN模型在

测试集上的表现，结果见表 3。最终确定 RNN8、
RNN1和 RNN6分别为美国、印度和巴西的最优

RNN模型，其在测试集上的MAPE值较小。考虑在

3次训练中最小的测试集MAPE值，因此，选择第二

次训练后的 RNN8、第三次训练后的 RNN1 和

RNN6分别预测美国、印度和巴西 9月 21-30日的

确诊病例数，结果见表2。
3.模型预测性能比较：使用两种模型分别预测

3个国家 9月 21-30日共计 10 d的病例数，发现模

型的预测性能在不同国家存在差异。在美国，

ARIMA模型有 6 d优于RNN模型；在印度，RNN模

型有 6 d优于ARIMA模型；在巴西，ARIMA模型有

8 d优于RNN模型。随后，使用MAPE和RMSE两

个指标比较两个模型在预测集上的总体表现（表

4）。结果显示，ARIMA模型在美国和巴西的MAPE
和 RMSE值较小，而 RNN模型在印度的MAPE和

RMSE值较小。因此，总体而言，ARIMA模型在美

国和巴西的表现要优于RNN模型，而RNN模型在

印度的表现要优于ARIMA模型。

讨 论

构建合适的预测模型能够为政府合理配置医

疗卫生资源和制定疾病防控策略提供参考。

COVID-19疫情发生后，已有研究者采用时间序列

模型来预测新发病例的变化趋势［2，11-12］，但是，较少

有研究比较不同模型在不同地区的预测效果。本

研究构建了两种不同的时间序列模型，并在全球累

计确诊病例数最多的 3个国家（美国、印度和巴西）

进行评估，结果发现，ARIMA模型预测的准确性在

美国和巴西较高，而RNN模型预测的准确性在印

度较高。

ARIMA模型具有构建相对简单、对数据分布

类型没有特殊要求的特点，是使用最为广泛的时间

序列模型。例如，Liu等［13］使用 ARIMA（0，3，1）模

型来预测 2009-2011年中国肾综合征出血热的发

病率，Moosazadeh等［14］构建 SARIMA（0，1，1）（0，1，
1）12模型预测伊朗 2015年涂阳结核病的发病率。

COVID-19疫情发生以来，一些学者使用传染病动

力学模型来预测其流行趋势［15-17］。然而，这些动力

学模型的构建过程比较复杂，需要考虑较多的因

素，使用者需要具备较深的专业知识。因此，一些

图1 美国、印度和巴西2020年4月1日至9月20日的
每日确诊病例数
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注：A：平稳序列的自相关系数图；B：平稳序列的偏自相关系数图；C：ARIMA模型残差的自相关系数图；D：ARIMA模型残差的偏自相

关系数图；1：美国；2：印度；3：巴西

图2 自相关系数图和偏自相关系数图
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研 究 者 开 始 尝 试 使 用 ARIMA 模 型 来 预 测

COVID-19的流行情况［2，11-12］。本研究确定 ARIMA

（6，2，1）为美国、印度和巴西的最优ARIMA模型，

该模型用于预测 3个国家 9月 21-30日确诊病例数

时的MAPE均<20%，具有较高的准确性。

尽管 ARIMA模型在预测 COVID-19时具有良

好的表现，但是，考虑到COVID-19的发生往往受到

多种因素的综合作用，如医疗卫生资源的配给、防

控措施的实施和环境变化等，其发病趋势可能呈现

出非线性特征。而 RNN模型则可以弥补 ARIMA
模型只能处理线性特征的不足，该模型除了具有普

通神经网络强大的非线性拟合能力外，还拥有记忆

功能，不仅使用当前数据作为输入信息，还可利用

其长期经验［18］。由于训练集的构成会影响神经网

络模型的预测性能，因此本研究分别使用前 1天至

前 10天的数据作为训练集的输入，使用当日的数

据作为训练集的输出，共构建了 10个不同的RNN
模型。考虑到RNN模型的构建需要人工设置一些

参数，如学习率、隐藏层的维度和训练步数等，且在

训练时其初始权重和阈值是随机分配的，即使训练

集相同，其测试集的输出也不会完全相同，所以对

具有不同参数组合的RNN模型进行了 3次训练，通

过比较其在测试集上的表现确定最佳的 RNN
模型。

通过比较研究，ARIMA模型的预测性能在美

国和巴西要优于RNN模型，而RNN模型的预测性

能在印度要优于ARIMA模型。这种差异可能归因

于两个原因，一是不同地区的发病趋势可能存在差

异，二是两种模型建立时未考虑干预措施、诊断手

段和报告质量等因素的影响。因此，在预测

COVID-19疫情时，需针对不同地区的特点应选择

不同的最优模型。

本研究存在局限性。首先，我们仅评估了两

表2 ARIMA和RNN模型预测美国、印度和巴西9月21-30日COVID-19确诊病例的结果

日期

9月21日
9月22日
9月23日
9月24日
9月25日
9月26日
9月27日
9月28日
9月29日
9月30日

美国

实际值

41 695
36 766
39 145
49 176
40 043
41 254
50 070
48 958
35 217
32 688

ARIMA
44 217
41 177
39 173
40 544
44 208
48 007
50 374
48 527
46 142
44 734

RNN
44 071
39 732
35 772
39 195
48 820
45 227
43 497
45 384
46 379
41 302

印度

实际值

86 961
75 083
83 347
86 508
86 052
85 362
88 600
82 170
70 589
80 472

ARIMA
89 808
84 666
89 342
95 945
94 653
91 820
90 843
88 102
84 848
88 658

RNN
83 791
81 510
75 004
79 798
81 307
81 099
80 779
82 219
79 193
71 808

巴西

实际值

33 057
16 389
13 439
33 536
33 281
32 817
31 911
28 378
14 318
13 155

ARIMA
30 728
16 338
19 539
31 225
33 855
35 635
36 845
28 224
18 449
20 817

RNN
31 266
18 833
23 600
26 952
40 821
37 228
38 568
27 246
17 390
21 341

表1 美国、印度和巴西的备选ARIMA模型

国家

美国

印度

巴西

备选模型

ARIMA（1，2，1）
ARIMA（2，2，1）
ARIMA（3，2，1）
ARIMA（4，2，1）
ARIMA（5，2，1）
ARIMA（6，2，1）
ARIMA（7，2，1）
ARIMA（8，2，1）
ARIMA（1，2，1）
ARIMA（2，2，1）
ARIMA（3，2，1）
ARIMA（4，2，1）
ARIMA（5，2，1）
ARIMA（6，2，1）
ARIMA（7，2，1）
ARIMA（8，2，1）
ARIMA（1，2，2）
ARIMA（2，2，2）
ARIMA（3，2，2）
ARIMA（4，2，2）
ARIMA（5，2，2）
ARIMA（6，2，2）
ARIMA（7，2，2）
ARIMA（8，2，2）
ARIMA（1，2，1）
ARIMA（2，2，1）
ARIMA（3，2，1）
ARIMA（4，2，1）
ARIMA（5，2，1）
ARIMA（6，2，1）
ARIMA（7，2，1）
ARIMA（8，2，1）

BIC值

3 475.10
3 479.41
3 473.19
3 461.30
3 428.73
3 409.66
3 406.67
3 417.96
3 250.78
3 231.62
3 235.52
3 225.27
3 192.53
3 132.30
3 137.04
3 141.67
3 239.87
3 214.24
3 234.40
3 235.09
3 176.01
3 136.96
3 142.09
3 144.88
3 683.94
3 673.82
3 673.03
3 659.22
3 582.65
3 553.35
3 557.09
3 561.82

系数均显著

否

否

否

是

是

是

是

否

否

否

否

否

是

是

否

否

否

是

否

否

否

否

否

否

否

否

否

否

是

是

否

否

注：BIC：贝叶斯信息准则
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种模型预测COVID-19的表现，其他种类的时间序

列模型，如灰色模型和指数平滑模型等未被考虑。

其次，无论是 ARIMA模型还是 RNN模型，本质上

都属于短期预测模型，无法预测其长期趋势，因此

需要不断地收集和更新数据以保证其预测性能。

第三，本研究使用的 COVID-19发病数据来源于

WHO官方公布的结果，与各国实际的发病数据可

能存在一定的差异。第四，相比传染病动力学模

型等其他预测模型，时间序列模型无法体现干预

措施、诊断手段和报告质量等因素对疫情的影响。

最后，COVID-19具有冬春季高发的特点，本研究仅

收集了 2020年 4月 1日至 9月 30日的病例数据，无

法体现其病例分布的周期性和季节性。
利益冲突 所有作者均声明不存在利益冲突
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表4 ARIMA和RNN模型在3个国家预测性能的比较

国家

美国

印度

巴西

评价指标

MAPE（%）
RMSE
MAPE（%）
RMSE
MAPE（%）
RMSE

模型
ARIMA
13.18

6 542.32
9.18

8 069.50
17.30

3 954.59

RNN
15.27

6 877.71
7.23

6 457.07
26.02

5 950.88
注：MAPE：平均绝对百分比误差；RMSE：均方根误差

表3 美国、印度和巴西的备选RNN模型

国家

美国

印度

巴西

模型

RNN1
RNN2
RNN3
RNN4
RNN5
RNN6
RNN7
RNN8
RNN9
RNN10
RNN1
RNN2
RNN3
RNN4
RNN5
RNN6
RNN7
RNN8
RNN9
RNN10
RNN1
RNN2
RNN3
RNN4
RNN5
RNN6
RNN7
RNN8
RNN9
RNN10

学习
率
0.05
0.2
0.1
0.1
0.1
0.2
0.1
0.1
0.05
0.2
0.05
0.1
0.05
0.05
0.05
0.2
0.1
0.2
0.1
0.05
0.2
0.05
0.05
0.05
0.05
0.2
0.05
0.05
0.2
0.1

隐藏层
的维度
10
3
3
3
5
3
3
5
5
5
10
10
10
10
10
10
10
10
10
10
10
10
10
3
3
3
10
3
5
10

训练
步数
200
100
200
250
200
120
300
400
700
150
250
150
300
300
300
80
150
100
250
400
100
800
1 000
1 500
1 500
600
800
1 000
300
500

MAPEa
（%）
15.14
17.58
18.18
18.14
14.96
12.19
12.14
11.68
12.15
13.47
10.09
11.69
12.26
12.49
12.97
13.20
13.93
13.71
15.71
15.75
38.10
37.82
45.28
46.27
44.36
36.24
43.79
45.57
44.04
43.17

MAPEb
（%）
15.09
17.65
18.96
17.54
15.17
12.48
12.35
11.64
11.96
13.91
10.09
10.92
12.63
12.26
12.80
12.95
13.59
13.71
15.17
15.32
38.46
38.23
44.63
46.27
44.10
36.36
43.82
45.34
44.01
43.60

MAPEc
（%）
15.12
17.62
18.53
17.88
15.04
12.07
12.12
11.80
12.45
13.46
9.79
11.20
12.42
12.42
13.05
12.97
13.75
13.43
15.53
15.85
38.03
38.31
45.13
45.82
44.44
35.93
43.94
45.16
43.71
43.55

注：MAPE：平均绝对百分比误差；a第一次训练；b第二次训练；
c第三次训练
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