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【摘要】 目的 数据缺失是队列研究中几乎无法避免的问题。本文旨在通过模拟研究，比较当

前常见的 8种缺失数据处理方法在纵向缺失数据中的填补效果，为纵向缺失数据的处理提供有价值

的参考。方法 模拟研究基于R语言编程实现，通过Monte Carlo方法产生纵向缺失数据，通过比较不

同填补方法的平均绝对偏差、平均相对偏差和回归分析的Ⅰ类错误，评价不同填补方法对于纵向缺失

数据的填补效果及对后续多因素分析的影响。结果 均值填补、k近邻填补（KNN）、回归填补和随机

森林的填补效果接近，且表现稳定；多重插补和热卡填充次于以上填补方法；K均值聚类和EM算法填

补效果最差，表现也最不稳定。均值填补、EM算法、随机森林、KNN和回归填补可较好地控制Ⅰ类错

误，多重插补、热卡填充和K均值聚类不能有效控制Ⅰ类错误。结论 对于纵向缺失数据，在随机缺

失机制下，均值填补、KNN、回归填补和随机森林均可作为较好的填补方法，当缺失比例不太大时，多

重插补和热卡填充也表现较好，不推荐K均值聚类和EM算法。
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【Abstract】 Objective Data being missed is an unavoidable problem in cohort studies.
This paper compares the imputation effect of eight common missing data imputation methods
involved in cutting longitudinal data through simulation study to provide a valuable reference for the
treatment of missing data in longitudinal studies. Methods The simulation study is based on R
language software and generates missing longitudinal data by the Monte Carlo method. By
comparing the average absolute deviation, average relative deviation, and TypeⅠ error from the
regression analysis of different imputation methods, the imputation effect of varying imputation
methods on missing longitudinal data and the influence on subsequent multivariate analysis are
evaluated. Results The mean imputation, k nearest neighbor (KNN), regression imputation, and
random forest all have a similar imputation effect, which is also steady. However, the hot deck is
inferior to the above imputation methods. K-means clustering and expectation maximization (EM)
algorithm are among the worst and unstable. Mean imputation, EM algorithm, random forest, KNN,
and regression imputation can control Type Ⅰ error. Still, multiple imputations, hot deck, and
K-means clustering cannot effectively manage the TypeⅠerror. Conclusions For missing data in
longitudinal studies, mean imputation, KNN, regression imputation, and random forest can be used
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as better imputation methods under the mechanism of missing at random. When the missing ratio is
not too large, multiple imputations and hot deck can also perform well, but K-means clustering and
EM algorithm are not recommended.

【Key words】 Longitudinal data; Missing data; Imputation
Fund programs: National Natural Science Foundation of China (81703325); National Key

Research and Development Program of China (2017YFC0907200, 2017YFC0907201)

队列研究（cohort study）是流行病学研究最基

本的设计类型之一，它在验证病因假说方面有着其

他同类型研究不可替代的优势［1］。在几乎所有的

队列研究中，缺失数据的存在都是无法避免的。造

成数据缺失的原因有很多种，而通常不可能再获取

丢失的真实数据。有时缺失的值是由数据记录和

传输过程中未知的原因造成的；有时是由于许多明

显的原因，如失访、被调查者回答错误和不愿透露

敏感信息、设备错误和不正确的测量、不完善的人

工数据输入过程等。

数据缺失会对数据分析产生不利的影响，一般

来说，与数据缺失相关的常见问题包括：①检验效

能和分析效率降低；②缺失数据的处理增加了数据

分析的复杂性；③在估计统计量时引入偏倚；④无

效估计［2］。生物统计学专业领域内多年来一直在

进行大规模的理论和模拟研究，旨在开发出稳健和

完善的缺失数据填补策略。

目前，应用中可选择的缺失数据填补策略不止

一种，然而每一种填补方法所适应的最佳缺失类

型、填补效果及对统计分析结果的影响并不一致。

缺失数据处理方法的选择会影响填补的准确性和

后续统计分析结果的有效性。如何针对具体的数

据，根据其变量分布、缺失情况以及既定的统计分

析计划，选择合适的缺失数据填补方法，对统计分

析的开展具有重要意义。

本研究旨在通过基于R语言的Monte Carlo模
拟，探讨随机缺失机制下，不同样本量、变量缺失比

例时，不同缺失数据填补方法、对纵向缺失数据的

填补效果及不同填补方法对于后续多因素线性回

归分析的影响。根据模拟结果，对不同数据缺失情

况下，纵向缺失数据的填补策略的选择提出建议。

1.数据缺失机制：缺失机制描述的是缺失数据

与研究变量之间的关系，缺失数据处理方法必须符

合和适用于特定的缺失机制。1976年Rubin［3］提出

了数据缺失机制的理论，并沿用至今，分为 3类：完

全随机缺失（missing completely at random）、随机缺

失（missing at random）和非随机缺失/不可忽略缺失

（missing not at random/non-ignorable missing at

random）。理解这一机制很重要，因为缺失数据造

成的问题及其解决方案在这3类问题中各不相同。

缺失数据的填补方法共有 8种，其定义以及本

研究使用的R语言包见表1。

（1）均值填补（mean imputation）：对于连续型变

量，服从正态分布或近似正态分布时用均值替代缺

失值。该方法可分为总均值填补和分类均值填补，

适用于正态分布数据的缺失值填补［4］。

（2）回归填补（regression imputation）：通过建立

回归模型得到估计值。对于定量变量可用线性回

归填补，对于分类变量可用 logistic回归填补。但在

应用中需要对用于填补的回归模型进行评价。

（3）热卡填充（hot deck）：首先指定由辅助变量

构成的插补类，辅助变量如观测时间点、个体编号、

性别等均是已知的。在每个插补类别中，第一个非

缺失值被指定为潜在供体（potential donor）。然后

将每条后续记录与该潜在供体进行比较，如果记录

为非缺失值，则替换潜在供体，如果记录缺失，则用

最近的供体填充。该方法可分为顺序热卡填充和分

层热卡填充，最适用于离散型变量的缺失值填补［5］。

（4）多重插补（multiple imputation）：是当前统

计分析实践中使用最广泛的填补方法之一［6］。它

有 3个步骤：首先，从预测均值匹配（predictive
mean matching）、logistic回归、判别分析、贝叶斯线

性回归等众多方法中选择某种基本插补法，通过马

尔科夫链 Monte Carlo 方法（Markov Chain Monte
Carlo）对缺失值进行m次插补，生成m个完整的数

表1 不同缺失数据处理方法的定义

方法

均值填补

回归填补

热卡填充

多重插补

随机森林

k近邻填补

K均值聚类

EM算法

定义

同一时间点该变量所有个体的均值填
补缺失值

建立回归模型预测缺失值

寻找组间相似对象替换缺失值

通过链式方程进行多元插补

构造多棵决策树来度量实例间的相似性

k个相似对象的加权均值填补缺失值

聚类算法

极大似然估计

R语言包

ForImp

mice
VIM
mice
missForest
DMwR
ClustImpute
Amelia
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据集；然后，使用适用于完整数据分析的标准方法

分析每个数据集；最后，使用从m个完整数据集获

得的组合结果来形成原始问题的解。多重插补可

选用的基本插补法很多，几乎涵盖了所有类型的数

据。本研究采用的是链式方程的多重插补（multiple
imputation by chained equations），基于纵向缺失数

据，对时依型重复测量变量利用分层模型进行插补［7］。

（5）随机森林（random forest）：通过构造多棵决

策树来度量实例间的相似性［8］。首先用简单的填

补方法对缺失数据进行初始填补，然后使用填补后

的数据集训练随机森林模型，不断调整数据集的列

的顺序，如果填补得到的相似度矩阵与之前的矩阵

差别加大则停止迭代。该方法在构造决策树过程

中，每个分支节点选用随机的部分特征而不是全部

特征，因此适用于大样本数据和高维数据的填补。

（6）k近邻填补（k nearest neighbor，KNN）：通过

基于辅助变量的距离函数度量缺失值和非缺失值

之间的相似性，从而确定距离缺失值最近的 k个样

本，用这k个值的中位数（适用于偏态分布的连续变

量）或加权均值（适用于服从正态分布或近似正态分

布的连续变量）来填补该样本的缺失数据［9］。

（7）K均值聚类（K-means clustering）：是一种迭

代求解的聚类算法［10］。其步骤是：预将数据分为K
组，则随机选取K个对象作为初始的聚类中心，然

后把每个对象分配给距离它最近的聚类中心。聚

类中心以及分配给它们的对象就代表一个聚类。

针对每一个聚类重新计算聚类中心，然后重新分

配。这个过程不断迭代直至没有（或最小数目）对

象被重新分配给不同的聚类。该填补方法受数据

分布的限制较小。

（8） EM 算 法 （expectation maximization
algorithm）：是一种忽略缺失值的，对未知参数进行

极大似然估计的迭代算法，是处理缺失数据的常用

算法之一［11-12］。适用于大样本数据的填补。主要

交替执行 2个步骤：期望步（expectation step，E步），

在给定完全数据和前一次迭代所得到的参数的情

况下，计算完全数据对应的对数似然函数的条件期

望；极大化步（maximization step，M步），用极大化对

数似然函数确定参数的值，并用于下一步的迭代。

算法在E步和M步之间不断迭代直至收敛，即两次迭

代之间的参数变化小于一个预先给定的阈值时结束。

2.模拟研究：

（1）纵向模拟数据的产生：本研究的模拟数据，

均在线性混合模型框架下，按照下述公式所定义的

关系产生：

y = β0 +∑
i = 1

n

βi xi + ζZ + e
其中，xi（i=1~6）为服从正态分布的线性相互独立的

随机变量；βi=｛1.5，1.2，0.8，0，0，0｝为固定效应项系

数；Z~N (1.5，1)为服从正态分布的随机效应项，模

拟中设重复观测的水平数为 3；ζ为随机效应项系

数（模拟中设为 1）；e~N (0，1)为随机误差项；β0为

常数项。

根据以往发表的文献研究可知，在填补方法一

定时，数据的样本量（n）和数据缺失的比例（r）对缺

失数据填补效果有一定影响。因此，结合固定效应

xi的个数，本研究考虑的数据样本量为 60、70、80和
90，数据缺失比例为5%、10%、15%和20%。

基于此，我们以Monte Carlo过程中产生的完整

纵向数据集为基础，在随机缺失机制下，根据研究

需要，构造不同样本量和缺失比例的缺失数据集，

然后采用以上 8种缺失数据填补方法，分别对每一

种情况进行填补。模拟次数为 1 000次。对于填补

后的数据，用线性混合效应模型进行建模，模拟设

定检验水准为 0.05，探讨不同缺失数据填补方法对

模型Ⅰ类错误的影响。

（2）评价指标：研究拟采用平均绝对偏差、平均

相对偏差和回归分析的Ⅰ类错误 3个指标来评价

各方法的填补效果，比较不同方法的统计学特性。

回归分析的Ⅰ类错误即总Ⅰ类错误率定义为：

1 000次模拟中，原假设为真而被拒绝的次数所占

的比例。平均绝对偏差和平均相对偏差定义为：

平均绝对偏差 =∑i = 1
m

||真实值 - 填补值

m

平均相对偏差 =
∑
i = 1

m |

|
||

|

|
||
真实值 - 填补值

真实值
m

其中，m为缺失个体的个数。

（3）模拟结果：图 1和图 2展示了 8种填补方法

在不同样本量和缺失比例下的平均绝对偏差和平均

相对偏差。所有方法中，均值填补的平均绝对偏差

和平均相对偏差最小，填补效果最好，且表现稳定；

回归填补、随机森林和KNN填补仅次于均值填补，

填补效果较好；多重插补和热卡填充次于以上填补

方法；K均值聚类和EM算法填补效果最差，表现也

最不稳定。此外，随着缺失比例的增大，8种填补

方法的平均绝对偏差和平均相对偏差均逐渐增大，
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填补效果逐渐下降。而样本量对填补效果影响不大。

表 2展示了 8种填补方法在不同样本量和缺失

比例下对多因素分析的Ⅰ类错误影响。填补方法

对应回归分析的Ⅰ类错误越接近预先设定的检验

水准 0.05，说明填补方法对多因素分析的Ⅰ类错误

影响越小，对总Ⅰ类错误率的控制也越好，即填补

效果越好。由表 2可知，随着样本量的增大，均值

填补和 EM算法填补对应的Ⅰ类错误率越来越接

近 0.05，对Ⅰ类错误率的控制也越来越好；KNN、随
机森林和回归填补对Ⅰ类错误率的控制稍次之，但

随着样本量的增加亦有改善；K均值聚类、多重插

补和热卡填充的Ⅰ类错误控制效果较差。

3.讨论：缺失数据的填补，是在无法避免数据

缺失产生的条件下，根据统计学理论与方法提出的

补救工具。通过模拟我们不难发现，缺失数据的填

补很难完美地还原缺失的数据，只能最大程度上减

轻数据缺失对于分析结果的影响，减少由于数据缺

失而产生的信息丢失。不同的填补方法对于数据

的还原程度不一样。

以往的同类型研究大多只讨论某一种填补方

法对特定类型的缺失数据的填补效果，本研究评价

了 8种缺失数据填补方法，包括均值填补、热卡填

图1 不同缺失数据填补方法的平均绝对偏差

图2 不同缺失数据填补方法的平均相对偏差
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充等传统方法，多重插补、回归填补等现代混合方

法以及KNN、随机森林、K均值聚类和EM算法等机

器学习算法。

本研究的纵向模拟数据，均是在线性混合模型

框架下产生的服从正态分布的数据。通过模拟研

究，我们发现对于呈正态分布的数据，从评价填补

效果的相对偏差、绝对偏差，以及评价对后续多因

素分析影响的Ⅰ类错误的角度来看，均值填补的效

果最好。本研究采用的均值是同一观测时间点某

变量所有个体的均值，没有使用纵向信息，有研究

表明，使用个体不同时间点的观测均值作为插补值

具有更好的填补效果［13］，但这要求纵向研究有足够

多的观测次数，以及缺失值前后都有完整数据。也

有研究指出，均值填补使用同一个值来替代全部或

组内缺失值，人为增加了均值的权重，一定程度上

改变了原数据的分布，并且低估了变量的变异程度

以及该变量和其他变量的关联程度［14］。因此，用均

值填补的方法对变量的变异程度的估计存在着偏

倚，并且用来填补的数值与任何预测结果都是无关

的。当缺失比例超过 30%时，相关模拟研究发现，

均值填补效果会因缺失比例升高而显著变差，因此

不宜采用该方法［15］。在实际工作中，当样本量充分

大时，根据大样本理论和中心极限定理，可认为数

据样本统计量的抽样分布近似服从正态分布。绝

大多数队列研究样本量一般都较大，因此均值填补

和回归填补的使用条件在队列研究中容易满足。但

当样本量较小且数据呈明显偏态分布时，不宜再使

用均值填补和回归填补。这时可以考虑从KNN、随
机森林、多重插补和热卡填充中选用某种填补方法。

多重插补从一个包含缺失值的数据集中生成

一组完整的数据集，每个完整数据集都略有不同，

该方法考虑到了由于数据填补而产生的不确定性。

多重插补可选用的基本插补法几乎涵盖了所有类

型的数据，绝大部分统计分析软件都可以进行多重

插补。因而在面对复杂的缺失值问题时，已成为现

在最常选用的填补方法［16］。然而，本研究发现对于

服从正态分布的纵向缺失数据，在随机缺失机制

下，均值填补、KNN、回归填补、随机森林和热卡填

充的填补效果要好于多重插补，且对Ⅰ类错误的控

制均好于多重插补。也有其他研究表明，随机森林

的插补效果好于多重插补［17］，这与本研究所得出的

结果是一致的。所以在实际应用中，由于数据缺失

情况的复杂性，我们不能盲目选用某种填补方法。

针对具体的数据，应该根据其变量类型和分布，缺

失情况以及既定的统计分析计划，选择合适的缺失

数据填补方法。

本研究评价的 8种填补方法中，随机森林、

KNN、多重插补、K均值聚类和EM算法都是基于算

法的填补方法，运算过程较复杂。由于近年来机器

学习算法在数据分析领域内十分热门，基于机器学

习算法所开发出来的统计分析工具也越来越多。

实际工作中也常常出现对机器学习算法的盲目使

用，这一点在缺失数据的处理中也很常见。然而，

在对统计分析结果的稳健性要求较高的临床试验

数据分析领域内，最常用的缺失数据填补方法依旧

是基于均值填补或者其他传统方法。其原因之一

就在于新的基于机器学习的算法，在数据处理方

面，结果尚不够稳健与可靠［18］。这与我们在本研究

表2 不同缺失数据填补方法对多因素分析的Ⅰ类错误影响

样本例数

60

70

80

90

缺失比例

0.05
0.10
0.15
0.20
0.05
0.10
0.15
0.20
0.05
0.10
0.15
0.20
0.05
0.10
0.15
0.20

填补方法
均值填补
0.007 7
0.017 0
0.018 0
0.022 0
0.031 3
0.039 7
0.046 7
0.034 7
0.060 0
0.056 3
0.057 3
0.053 7
0.063 7
0.059 3
0.054 3
0.047 0

回归填补
0.012 3
0.024 0
0.032 3
0.048 7
0.034 7
0.043 7
0.058 3
0.057 0
0.055 7
0.058 0
0.070 3
0.071 0
0.080 0
0.078 7
0.081 3
0.080 0

多重插补
0.019 0
0.045 7
0.041 7
0.051 7
0.040 7
0.042 0
0.066 3
0.069 0
0.037 7
0.042 7
0.056 7
0.062 0
0.096 3
0.108 0
0.114 3
0.107 7

随机森林
0.012 3
0.030 0
0.053 7
0.071 3
0.029 0
0.039 7
0.051 0
0.060 0
0.054 3
0.061 3
0.081 3
0.104 3
0.074 3
0.067 7
0.064 7
0.073 7

K均值聚类
0.025 7
0.039 7
0.059 3
0.056 7
0.058 7
0.060 7
0.065 3
0.059 7
0.039 3
0.055 7
0.068 3
0.069 7
0.110 0
0.074 7
0.065 0
0.049 7

热卡填充
0.017 3
0.030 0
0.039 0
0.046 3
0.031 0
0.046 3
0.055 0
0.066 7
0.038 7
0.028 3
0.028 7
0.035 0
0.106 7
0.107 7
0.112 3
0.099 0

k近邻填补
0.011 0
0.023 0
0.026 3
0.035 0
0.027 7
0.034 7
0.046 3
0.045 0
0.056 0
0.048 7
0.051 3
0.051 0
0.070 7
0.072 0
0.076 7
0.065 7

EM算法
0.021 7
0.036 3
0.056 0
0.048 3
0.043 0
0.052 7
0.058 3
0.051 0
0.037 0
0.048 0
0.064 3
0.064 7
0.090 7
0.062 3
0.055 7
0.056 0
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中，通过模拟比较所得到的结论是一致的。因此，

我们不建议在处理缺失数据时，盲目地使用机器学

习算法。

另一方面，基于机器学习算法的缺失数据填补

方法也有许多优点，以本研究考虑的KNN和随机

森林来说，这 2种方法的填补效果接近均值填补，

表现亦较好。此外，随机森林、EM算法等受数据分

布的限制较小，在应用的时候，对数据的要求低，因

此适用范围广，可以用于处理有缺失数据的交叉设

计的资料、线性混合模型中的缺失数据问题、纵向

研究中的缺失数据问题、协变量缺失的非线性混合

模型等［19］。随着我国大型人群队列研究的开展，必

然会产生大量的不典型数据，这些数据往往无法如

教科书中所要求的那样，具备良好的统计学性质。

在处理这些数据的时候，机器学习算法有其独特的

优势。但就目前的结果来看，机器学习算法在实践

中的应用还应慎重，相关的统计方法学研究仍需进

一步深入，以确保结果的稳健可靠。

本研究是在数据缺失符合随机缺失机制的假

设下进行的，而数据缺失尚存在其他 2种基本缺失

模式，即完全随机缺失和非随机缺失。完全随机缺

失是数据缺失问题中最简单的一种，它指缺失现象

完全是随机发生的，某变量的缺失数据与其他任何

观测或未观测变量都不相关，在实际数据分析中符

合完全随机缺失的情况非常少见。对于完全随机

缺失的数据，若样本量足够大，采用删除法即可得

到无偏估计［20］，其检验效能只与样本量的大小有

关，如果为了得到较高的检验效能，也可用本研究

推荐的方法进行填补。非随机缺失是数据缺失问

题中最麻烦的一种，它指某变量上的缺失数据与它

自己的未观测值相关，缺失本身带有一定信息，不

建 议 填 补 ，但 可 以 运 用 模 式 混 合 模 型

（pattern-mixture model）进行敏感性分析，探讨潜在

的非随机缺失对结果的影响［21］。

4.小结：对于纵向缺失数据，在随机缺失机制

下，推荐选用均值填补、KNN、回归填补和随机森林

进行处理，可根据实际情况选择其中一个作为主要

分析。对于服从或近似服从正态分布的大样本缺

失数据，均值填补无论是从可操作性还是从填补效

果来看都是最优选择。当缺失比例不太大时，多重

插补和热卡填充也可作为较好的处理方法，虽然较

以上 4种方法略差，但其准确度仍在可以接受的范

围内。K均值聚类和EM算法填补效果最差，需谨

慎使用。
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