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数据挖掘技术在心血管疾病预后研究中的应用进展
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【摘要】 数据挖掘技术在心血管疾病预后研究中得到较为广泛的应用。其中，在脑卒中预后研

究中更多涉及干预有效性的预测，而在其他心血管疾病预后研究中，主要关注自然预后和干预安全性

的预测。相较于传统的统计方法，机器学习方法尤其是以神经网络为基础的深度学习技术在预测心

血管疾病预后方面有更好的性能表现，值得进一步推广。本文梳理了近些年数据挖掘在心血管疾病

预后研究中的应用进展，并对当前研究不足进行总结、提出展望。
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【Abstract】 Data mining has been widely used in the study of cardiovascular disease
prognosis. For stroke prognosis, the focus was mainly on the prediction of intervention effectiveness.
In contrast, the focus was primarily on predicting natural prognostic and intervention safety for
other cardiovascular diseases. In addition, compared with traditional statistical methods, machine
learning, especially deep learning based on neural networks has much better performance in
predicting the prognosis of cardiovascular diseases, which is worthy of further promotion and
application. Therefore, this study systematically reviewed the recent application progress of data
mining in cardiovascular disease prognosis, summarized the shortcomings of current studies, and
put forward future directions.
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心血管疾病是循环系统疾病的统称，是由环境、生活方

式、遗传等因素导致的心脏和血管系统的有关病变，如脑卒

中、高血压、冠心病、心力衰竭等。在全球范围内，心血管疾

病已跃居非传染性疾病死因顺位的首位［1］。据估计，

2020年我国心血管疾病的患病人数已达 2.9亿，在过去二十

余年里，其年龄标准化患病率增幅达到 14.7%［2］。心血管疾

病病因复杂、病情迁延，其预后一般较差，给患者家庭和社

会带来沉重的疾病负担。因此，科学预测心血管疾病预后

显得极为关键。当前，数据挖掘技术正逐渐引入医疗卫生

领域，许多研究表明其在心血管疾病预后预测方面具有广

阔前景［3］。为此，本文梳理了数据挖掘技术在心血管疾病

预后研究中的应用及其局限性，为未来研究提供参考。

一、心血管疾病预后

心血管疾病预后是指对心血管疾病可能的病程和结局

的预测，根据其在患病后是否接受干预，分为自然预后和干

预预后。在自然预后研究中，因未施加干预措施，研究主要
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关注患者的自然转归，如生存时间、不良心血管事件（包括

非致死性心肌梗死、新发冠心病、脑卒中等心血管并发症和

心血管死亡）等。在干预预后研究中，主要关注干预措施的

安全性和有效性［4］。其中，安全性是对干预措施介入后可

能造成的不良风险的评价，主要包括：①全死因死亡；②并

发 症 发 生 情 况 ：如 尿 路 感 染 、压 疮 、脑 卒 中 后 抑 郁

（post-stroke depression，PSD）等。而有效性则是对干预措施

可能改善健康状况的评价，主要包括以下几个评估维度：

①日常生活活动能力（activities of daily life，ADL），常用

Barthel 指数（Barthel index，BI）和功能独立性评定量表

（functional independence measure，FIM）进行测评，前者用于

测量患者日常生活活动的功能状态，共计 100分，后者用来

评价日常生活独立能力，包括运动功能得分（FIM motor
subscore）和认知功能得分（FIM cognitive subscore）两个子模

块，共计 126分；②认知功能，用于反映学习、记忆、语言、思

维、情感等能力，常用简易精神状态检查量表（mini-mental
state examination，MMSE）进行测量；③运动功能，常使用

FMA评测指数（fugl-meyer assessment，FMA）来反映评价对

象的整体运动能力；④残疾程度，主要以改良Rankin量表

（modified Rankin scale，mRS）来测量，由无症状的 0分到重

度残疾的 5分，共分 6个等级；⑤吞咽功能，主要通过饮水、

唾液吞咽等试验来评估吞咽功能障碍程度；⑥其他，如平均

住院日、生活质量等。

二、数据挖掘技术及其在心血管疾病预后研究中的

应用

信息技术的发展使数据库规模不断扩大，为处理复杂

的海量数据，数据挖掘技术应运而生，该技术运用算法发现

有价值的信息，以实现知识学习，并对未来实现合理预

测［5］，主要包括统计方法和机器学习（machine learning），机

器学习又可细分为传统机器学习、集成学习和深度学习

（deep learning）。下面将对常用数据挖掘方法在心血管疾

病预后中的应用进行梳理。

1.统计方法：在数据分析时使用的回归分析、单变量或

多变量分析等技术，可简单快速地处理一些统计问题。其

中，逻辑回归（logistic regression，LR）是心血管疾病预后研

究中最经典的回归模型，其借助 logit函数实现对一组自变

量与因变量关系的探究，并以概率形式反映风险大小，具有

模型设定简单、训练速度快、解释性好的优点。例如，在 ST
段抬高型心肌梗死妇女的住院全死因死亡风险预测研究

中，Mansoor等［6］采用后消法纳入 11个预测变量构建 LR模

型，结果发现 LR的受试者工作特征曲线下面积（area under
the receiver operating characteristic curve，AUROC）为0.84，模
型的区分度较好。由于 LR要求自变量与因变量之间的关

系呈基本的 S形，因而，当数据结构更复杂或预测变量与结

局间呈现非 S形关系时，LR的性能则不太理想。如 Jang
等［7］对脑卒中后残疾程度开展预测，收集了 6 731名脑卒中

患者的人口学和临床资料，通过构建 LR和 5种机器学习模

型来预测住院患者 3个月后的mRS情况，结果表明机器学

习模型的区分度和校准度均优于LR模型，这提示在面对数

量庞大且异质性较强的资料时，机器学习方法的应用将会

极大提升预测能力。

2.传统机器学习方法：是一类经典的预测模型，能够对

大规模数据集实现特征提取并自动学习数据内在模式［8］，

且无需任何假设，更有助于发现高维数据中复杂的非线性

关系。在心血管疾病预后研究中常用方法包括 K近邻

（K-nearest neighbor，KNN）、决策树（decision tree，DT）、支持

向 量 机（support vector machine，SVM）、人 工 神 经 网 络

（artificial neural network，ANN）、贝 叶 斯 分 类（Bayesian
classification）。

（1）KNN：1967年Cover和Hart［9］提出了KNN算法，基本

思想是通过样本点在特征空间中的K个最相似样本的大多

数来决定待分类样本的类别，由于该模型思路简单且无输

入数据假定，在心血管疾病预后预测方面应用较多，如

Thakkar等［10］使用 KNN对 239名接受任务导向性干预（约

30 h）的新发脑卒中患者的运动功能提升程度进行预测，采

用 FMA评价运动功能，根据干预前后 FMA得分提升≥4分
（高反应组）和<4分（低反应组）来界定研究结局，结果显示

脑卒中发病持续时间、基线独立能力以及基线 FMA评分对

KNN预测最为重要，其AUROC达到0.89。
（2）DT：于 1986年由 Quinlan［11］提出，是一种自上而下

的树形结构，从根节点开始，经过内部节点的属性划分直至

叶子节点，最终输出分类结果，它反映了对象属性和对象值

间的映射关系，其本质是基于数据归纳出的分类规则，常用

的DT算法包括 ID3、C4.5、CART等。DT具有抗噪能力强、

解释性强的优点，已成为心血管疾病预后研究的重要方法。

例如 Iwamoto等［12］以 994名康复科脑卒中患者为对象，以

mRS得分衡量残疾程度，采用DT构建脑卒中后残疾程度恢

复情况预测模型，其 AUROC达 0.83，同时发现 FIM转移

（床、椅子、轮椅间）、如厕以及洗澡是最重要的 3个预测变

量。此外，DT也被应用于脑卒中后认知功能预测，如

Marcano-Cedeño等［13］的研究发现 DT在脑卒中后整体认知

功能恢复预测中表现优异，预测准确率达 90.38％。以上研

究提示DT在心血管疾病预后预测上的性能优势，为临床防

治和康复实践提供重要指导。

（3）SVM：最早由 Cortes和Vapnik［14］在 1995年提出，是

通过最大间隔超平面对数据实现最优划分的监督学习方

法，由于SVM结果仅取决支持向量，因而尤其适用于小样本

资料的预测。此外，SVM还可借助核函数将复杂的分类任

务映射到高维空间以此实现线性划分，加之该算法考虑了

经验风险和结构风险最小化并使用铰链损失函数作为代理

损失［15］，具有较好的稳定性和稀疏性。SVM在预测心血管

疾病预后方面有着不错的表现，如在脑卒中后ADL预测方

面，Sale等［16］纳入 55名康复科的亚急性脑卒中患者，采用人

口统计学、临床变量、炎症生物标志物预测其出康复科后的

BI、FIM总得分、FIM运动/认知得分，结果显示预测得分与

实际得分相关性较高（相关系数：0.75~0.81）。此外，在心肌
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梗死死亡率研究方面，Wallert等［17］基于 39个预测因素构建

了 SVM预测心肌梗死患者 2年死亡风险，结果显示 SVM的

AUROC为0.84。
（4）ANN：是 20世纪 80年代基于人脑神经元网络建立

的模型，通过一定层次排列的神经元和激励函数（activation
function），ANN能对任意非线性问题实现逼近［18］。ANN具

有很强的自学习和容错能力，能高效地寻找复杂非线性问

题的优化解，在心血管疾病预后预测方面有着重要应用价

值。如 van OS等［19］通过 1 383例急性缺血性脑卒中患者的

人口统计学、临床资料和治疗信息构建ANN模型，预测患

者经再灌注治疗 3个月后的mRS改善情况，结果发现ANN
的AUROC达 0.88。类似地，在Ramos等［20］的研究中ANN对

急性缺血性脑卒中患者再灌注治疗 3个月后mRS的恢复情

况预测准确，AUROC达0.81。
（5）贝叶斯分类：是一种非规则的概率分类方法［21］，具

有最大概率的类则为最终类别，主要分为朴素贝叶斯和贝

叶斯网络，适用于小样本资料预测。同时，该算法也能以增

量方式对大样本数据分批学习，对于多分类问题也同样很

有效，因此在心血管疾病预后预测方面受到较多关注。如

在脑卒中后不良事件预测方面，Easton等［22］采用朴素贝叶

斯预测脑卒中后不同时段（1~7 d和 8~93 d）的死亡风险，发

现两个不同时段模型的灵敏度和特异度分别为 92.6%和

69.4%、83.3%和 70.8%。此外，Lee等［23］通过性别、临床吞咽

困难分级、管饲状态、基底神经节或放射冠或内囊双侧病变

等10个预测因素，构建增强型朴素贝叶斯网络（tree-augmented
naive bayes，TAN）、半朴素贝叶斯网络（semi-naïve network
model）和 SVM对 137例伴有吞咽功能障碍的脑卒中患者在

6个月后的吞咽情况进行预测，其结果表明 TAN模型的预

测性能最佳（AUROC：0.80）。以上研究说明贝叶斯方法在

心血管疾病预后风险识别方面具有一定优势。

3.集成学习：传统预测方法由于仅使用单个弱分类器

进行分析，在解决复杂问题时性能有限。1979年Dasarathy
和 Sheela［24］基于集成思想提出集成学习方法，其基本思想

是通过组合多个同质或异质的弱分类器以实现综合预测，

有助于提升模型性能。其中，同质集成是对多个相同的弱

分类器进行集成预测，如Boosting和Bagging常用于心血管

疾病的预测研究。异质集成则是通过多个不同的弱分类器

来开展集成预测，Stacking是其典型代表，但目前该方法在

心血管疾病预后中应用很少。

（1）Boosting：通过串行方式不断叠加相同的弱学习器，

并根据学习器表现调整样本分布，最终通过投票或加权平

均等形式产生一个强学习器。Boosting在心血管疾病预后

研究中具有广阔前景，如Motwani等［25］利用 logitBoost对疑

似冠心病患者 5年内的全死因死亡情况开展预测，结果显

示相较于传统的节段狭窄评分（SSS）、节段受累评分（SIS）
和改良 Duke指数（DI）等工具，logitBoost预测效果更佳

（AUROC分别为 logitBoost：0.79；SSS：0.64；SIS：0.64；DI：
0.62）。Xie等［26］利用 513名脑卒中患者的入院及 24 h的生

物标志物、脑卒中评分等资料，构建 XGB（extreme gradient
boosting）和 GBM（gradient boosting machine）模型来预测患

者 90 d后残疾程度的恢复情况，结果发现 XGB和 GBM的

AUROC分别为0.88和0.87，预测效果良好。

（2）Bagging：与 Boosting相反，Bagging是通过并行方式

综合多个同质弱学习器结果实现预测。在心血管疾病预后

中，以DT为弱分类器的随机森林（random forest，RF）是最为

常用的Bagging集成方法，RF具有抗过拟合能力强，自动完

成特征选择的优势［27］，对预防心血管疾病不良预后和探索

危险因素有着重要意义。如罗晓舟等［28］的研究关注了

PSD，通过收集 688例脑卒中患者的病历资料，在变量选择

基础上构建 RF模型预测 PSD发生风险，预测准确率达

99.47％，研究同时发现抑郁家族史、病灶位置以及中医药

干预是预测PSD发生最重要的3个因素。另外，Lacson等［29］

借助人口学和临床等信息构建 RF模型，预测高血压患者

［SBP≥130 mmHg（1 mmHg=0.133 kPa）］37个月内发生其他心

血管事件的风险，结果表明RF的AUROC为0.71，尿白蛋白/肌
酐比率、估算肾小球滤过率、年龄是最重要的3个预测变量。

4.深度学习：由Hinton和 Salakhutdinov［30］提出，是当下

的热点领域，它借助复杂的网络结构实现对任意非线性问

题的逼近，相较于传统机器学习方法和集成学习更具自我

驱动性，但中间过程不透明，训练成本较大，实现也相对复

杂。随着近些年深度学习算法的发展和计算机算力的提

升，深度学习也逐步在心血管疾病预后研究中得到应用，以

卷积神经网络（convolutional neural networks，CNN）和长短

期记忆网络（long short-term memory，LSTM）应用最为广泛。

（1）CNN：是一种包括卷积、池化等计算在内的前馈神

经网络，卷积层通过局部连接和权重共享实现局部特征的

提取，池化层则能有效降低输入维度，CNN具备表征学习能

力，在图像、音频等信息处理方面有强大优势，在心血管疾

病预后研究中也有越来越多的应用。如 Liu等［31］使用心力

衰竭患者的非结构化临床记录训练CNN模型，该研究将结

局分为一般再入院和 30 d再入院，其中只要发生再入院即

为一般再入院，而首次入院和再入院的时间间隔≤30 d即为

30 d再入院，采用F1得分综合评价模型性能，结果表明CNN
在预测一般再入院和 30 d再入院时的 F1值分别为 0.75和
0.73，同时研究也发现与服用药物和手术有关的变量在再

入院预测中尤为重要。Diller等［32］的研究则关注了先天性

心脏畸形疾病—法洛四联症的预后，利用 372名法洛四联

症患者心脏影像学资料来训练 5种基于CNN的深度学习模

型，对患者不良结局（死亡、心脏停搏和记录有≥3次的室性

心动过速）的发生情况进行预测，发现 5种CNN模型对识别

不良结局均有一定参考价值（AUROC>0.6）。CNN由于能够

自动获得成像参数，极大简化影像分析过程，并能达到较好

的预测性能，未来在心血管疾病预后预测中将会发挥更大

的应用价值。

（2）LSTM：现实研究中，以纵向形式收集的时序性资料

更为常见，这类数据的主要特征是具有很强的次序关系，而
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CNN等模型由于无法充分利用时序信息，在解决该类问题

时 具 有 一 定 局 限 性 。 循 环 神 经 网 络（recurrent neural
network，RNN）能够对时序性资料进行有效处理，尤其是

LSTM 在心血管疾病预后中得到一定应用。 LSTM 由

Hochreiter和 Schmidhuber［33］于 1997年引入，其实质仍是

RNN模型，通过输入门、遗忘门和输出门接受当前时刻的输

入和上个时刻神经单元的输出，并能通过控制这3个门来实

现神经单元记忆状态的修改和输出，有效解决了长期依赖问

题，适用于处理时间间隔和延迟很长的事件。例如 Park
等［34］纳入 74 535例原发性高血压患者，收集患者人口学和

医疗就诊信息，建立 LR、SVM、DT、RF、多层感知机和 LSTM
预测其 5年内发生其他心血管疾病的风险，结果表明与其

他模型相比，LSTM对于纵向时序性资料具有显著的预测优

势，F1得分达0.77。
三、小结与展望

数据挖掘方法在心血管疾病预后研究中前景广阔，相

较于统计方法，机器学习具有更大的优势。当然，数据挖掘

技术在发展中也面临一些问题：①样本量问题：数据挖掘方

法往往更适用于大型数据集，而在心血管疾病预后研究中，

由于伦理、安全性等原因，收集到的样本量通常较小；②数

据质量问题：临床数据的收集会受医疗器械、检测人员水平

的限制，同时在对医学数据进行标注时常存在错误标注或

重复标注等问题，加之医学数据的非平衡性问题，都制约着

机器学习的效率；③缺乏外部验证：当前大量研究仅开展了

内部验证，缺乏有效的外部验证来评估模型泛化能力；④模

型的可解释性：绝大多数机器学习模型属于黑盒模型，在中

间过程和结果解释方面存在缺陷，如今兴起的可解释性机

器学习将是未来一大发展方向；⑤临床应用问题：绝大多数

预测模型仍停留在理论研究，尚未转化为临床应用。

从研究内容来看，脑卒中预后是心血管疾病预后研究

的核心，且多集中于干预后的转归，不仅关注了全死因死

亡、并发症等安全性评价，还重点对运动能力、认知能力等

干预有效性情况开展预测，而对于其他心血管疾病，主要关

注自然预后和干预安全性，如心脏衰竭患者的死亡及再入

院预测等。未来研究可从以下方面做更多深入探索：①安

全性结合有效性：同时考虑干预的安全性和有效性问题，对

预后情况做更全面的预测；②预测人群细分：由于个体发病

后差异较大，因而对人群分层开展风险预测，更有助于精准

预防；③预测结局细分：细化量表/临床诊断等，开展更精细

维度预测，如将FIM细化为运动功能和认知功能，将FMA量

表细化为上肢和下肢功能等；④利用康复干预的初、中、末

期评价或临床干预的多期随访结果，对患者的动态预后开

展预测。
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