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【摘要】　慢性肾脏病（CKD）是全球重要的公共卫生问题，严重危害人群健康。利用预测模型对

人群未来一段时间的 CKD 发病风险进行分层，针对高危人群采取干预措施是实现 CKD 一级预防的重

要途径。世界范围内已经开发出了二十多个 CKD 发病风险预测模型，我国学者也开发出了 4 个适用

于中国人群的预测模型，但目前的临床指南中尚未推荐使用任何专门的 CKD 风险预测模型。现有模

型在结局定义、预测因子、缺失数据处理和建模方法选择方面仍有局限。在未来，新兴生物标志物和

多基因风险评分的应用以及机器学习方法的发展将为继续改进模型提供更多可能。
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【Abstract】 Chronic kidney disease (CKD) is an important global public health problem that 
greatly threatens population health. Application of risk prediction model is a crucial way for the 
primary prevention of CKD, which can stratify the risk for developing CKD and identify high-risk 
individuals for more intensive interventions. By now, more than twenty risk prediction models for 
CKD have been developed worldwide. There are also four domestic risk prediction models 
developed for Chinese population. However, none of these models have been recommended in 
clinical guidelines yet. The existing risk prediction models have some limitations in terms of 
outcome definition, predictors, strategies for handling missing data, and model derivation. In the 
future, the applications of emerging biomarkers and polygenic risk scores as well as advances in 
machine learning methods will provide more possibilities for the further improvement of the model.
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在过去的二十年间，慢性肾脏病（chronic kidney disease，

CKD）作 为 全 球 重 要 的 公 共 卫 生 问 题 受 到 广 泛 关 注［1-2］。

CKD 具有患病率高、知晓率低、预后差和医疗费用高的特

点，患者发生终末期肾病、心血管病和过早死亡的风险显著

增加［3-6］，给个人和社会带来了沉重的疾病和经济负担。

2017 年，全球 CKD 患者总数超过 6.97 亿，CKD 所造成的死

亡达 120 万例［7］。在 1990-2019 年全年龄段人群中 CKD 所

引 起 的 伤 残 调 整 寿 命 年（disability adjusted life years，

DALYs）从第 29 位上升到第 18 位，是上升速度较快的疾病

之一［8］。利用预测模型对人群 CKD 发病风险进行分层，针

对高危人群采取干预措施是 CKD 一级预防的重要途径［4，9］。

本文在介绍国内外主要 CKD 风险预测模型的基础上，重点

概述现有模型在建模时的局限性以及今后继续优化模型的

方向。

一、国外主要 CKD 发病风险预测模型

CKD 发病风险预测模型研究最早开始于欧美国家［10］，

随后泰国［11］、日本［12］和韩国［13］等亚洲国家也陆续开展。目

前国外已有 20 多个基于一般人群建立的 CKD 发病风险预

测模型，这些模型通常具有以下特征：①研究人群年龄范围

多在 20~75 岁之间，人群基线特征存在较大差异；②均基于

前瞻性队列研究构建，但样本量和结局事件数差异较大；

③大多数研究采用单次肾小球滤过率（glomerular filtration 
rate，GFR）低于 60 ml·min-1·（1.73 m2）-1 来定义 CKD 结局事

件，部分研究同时将阳性蛋白尿作为诊断标准。模型中常

见的预测因子包括年龄、性别、BMI、SBP、吸烟状况、糖尿病

和高血压［5，14］，部分研究额外纳入了临床检验指标和多种疾

病史作为预测因子。预测模型区分度多在 0.7~0.9 之间，仅

有部分模型经过外验证。本文重点介绍其中具有代表性的

3 项研究。

2010 年，Hippisley-Cox 和 Coupland［15］在接近 160 万名

35~74 岁英国人群中分性别建立并验证了用于预测 5 年

CKD 发病风险的 QKidney 模型。男性模型包括年龄、种族、

BMI、SBP、吸烟状况、糖尿病、高血压等预测因子；女性模型

则在男性模型的基础上额外纳入系统性红斑狼疮和肾结石

病 史 ，两 个 模 型 内 验 证 及 外 验 证 Harrell's C 指 数 均 高 于

0.87。 QKidney 模 型 区 分 度 和 校 准 度 均 较 高 ，并 于

2012-2016 年 在 英 国 多 个 大 型 数 据 库 中 得 到 了 广 泛 外

验证［16-18］。

2012 年，Alssema 等［19］在荷兰 6 019 名 28~85 岁研究对

象中建立了一个用于预测 7 年慢性心血管代谢疾病风险的

模型（Alssema 模型）。研究结局定义为随访期间出现以下

任意一种诊断：心血管病、心血管病所致死亡或猝死、2 型糖

尿病以及 CKD。Alssema 模型共纳入 7 个预测因子：年龄、

BMI、腰围、吸烟状况、高血压用药史、心血管病家族史、糖

尿病家族史；在男性中受试者工作特征曲线下面积（area 
under the curve，AUC）为 0.82，女性中 AUC 为 0.81。这是一

项同时对多种慢性心血管代谢疾病进行预测的研究；此模

型不需要实验室检查的结果，可以简化基层实践中心血管

代谢疾病的预防工作［19］，已被纳入荷兰全科医生指南［20］。

随后，此模型分别于澳大利亚和伊朗人群中进行了外验证，

结 果 显 示 Alssema 模 型 具 有 较 高 的 区 分 度 ，但 校 准 度

不佳［20-21］。

2019 年 ，Nelson 等［22］在 来 自 CKD 预 后 联 盟（Chronic 
Kidney Disease Prognosis Consortium，CKD-PC）的 31 个不同

国家队列、超过 440 万的无糖尿病研究对象中建立了一个

5 年 CKD 发病风险预测模型（CKD-PC 模型）。模型共纳入

9 个预测因子：年龄、性别、种族、BMI、吸烟状况、GFR（估

算）、高血压、心血管病、尿白蛋白/肌酐比值。该模型于多

国、大样本量的人群中建模并进行外验证，相较于在单一人

群中建立的 CKD 风险预测模型，具有较好的普适性［22］，其

模型性能也优于既往模型［23-24］。

二、国内 CKD 发病风险预测模型

目前在中国人群中建立的 CKD 发病风险预测模型共有

4 个。除此之外，CKD-PC 模型建模时纳入的 31 个不同国家

队列中包含 2 个中国人群队列。

2010 年，Chien 等［23］在 5 168 名接受健康体检的研究对

象中建立了一个简单的 CKD 风险预测模型（Chien 模型）。

Chien 模型仅纳入 5 个预测因子（年龄、BMI、DBP、2 型糖尿

病 、心 血 管 病），其 信 息 易 获 取 ；模 型 在 建 模 队 列 中 的

Harrell's C 指数为 0.768，但在外验证队列中出现明显下降

（0.667）。该研究中位随访时间仅 2.2 年，在预测更长时间

范围的 CKD 发病时可能受到限制。2013 年，孙凤等［25］在

18 275 名参加中国台湾地区美兆健康体检人群中建立了

CKD 的 5 年发病风险预测模型（美兆模型）。除年龄、文化

程度、糖尿病和高血压外，美兆模型还纳入了 LDL-C、TG 和

血清肌酐，在外验证队列中模型 AUC 为 0.768，区分度较高。

上述两个预测模型均是在自愿参加健康体检的人群中建立

的，长期参加健康体检者与很少或从不参加者可能存在社

会人口学等特征方面的差异，限制了模型的外推能力。

2020 年，Wen 等［26］利用中国邯郸眼病研究的 3 266 名研

究对象数据构建了一个适用于农村人群的预测模型（邯郸

模型）。邯郸模型仅纳入性别、文化程度、腰围、SBP 和糖尿

病作为预测因子，模型 AUC 为 0.717。由于该模型纳入的预

测因子简单、不依赖于实验室检测，可以更容易地整合到农

村初级卫生保健系统中快速地识别高 CKD 发病风险人群，

具有较高的实用性。

2021 年，Yu 等［27］在上海市“高峰计划”人群队列与生物

标本库中分性别构建了 3 年 CKD 发病风险预测模型（上海

高峰模型），研究人群年龄在 20~74 岁间，共纳入 4 117 名男

性和 5 932 名女性研究对象。这项研究将女性生殖因素（包

括初潮年龄、经期长度、怀孕次数和绝经状态）纳入预测模

型的研究，其结果显示初潮年龄与女性 CKD 发病风险升高

有关。上海高峰模型区分度很高，在女性中的 Harrell's C 指

数达到 0.951，男性中则为 0.934，但其纳入的预测因子多为

临床检验指标，一定程度上限制了其应用场所和可推广性。

构建 CKD-PC 模型时纳入的两个中国人群队列分别是
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“北京队列”和“台湾美兆健检队列”［22］。“北京队列”的研究

对象是在北京市古城社区卫生服务中心服务范围内的、自

愿参与研究的 40 岁以上城市居民［28］。“台湾美兆健检队列”

的研究对象是 1996-2004 年在美兆机构接受健康检查的≥
20 岁成年人［29］。CKD-PC 模型在“北京队列”中的 Harrell's 
C 指数（0.789）低于 31 个队列的综合水平（0.845），而在“台

湾美兆健检队列”中的 Harrell's C 指数（0.917）高于综合水

平［22］。CKD-PC 模型在更广泛的中国人群中的预测表现有

待更多研究确认。

三、现有模型的局限性

恰当的建模方法是模型良好预测能力的基础。然而，

2013 年一项系统综述指出，2011 年 9 月之前发表的 CKD 预

测模型研究通常在缺失数据处理、建模方法选择以及模型

性能评估等方面存在不足，并且普遍存在报告信息不全面

的情况，影响了预测模型的可靠性［14］。结合此系统综述所

提出的问题及对 2011 年 9 月之后发表的研究进行梳理，对

现有 CKD 发病风险预测模型存在的局限性总结为以下几

方面。

1. 结局定义：根据“改善全球肾脏病预后组织”（Kidney 
Disease：Improving Global Outcomes，KDIGO）工作组2012年制

定的CKD临床实践指南，CKD的定义为肾脏结构或功能异常

超过3个月［30］，其重要诊断标准是GFR<60 ml·min-1·（1.73 m2）-1。

GFR 测定的“金标准”是计算外源性物质（如菊粉、放射性

同位素等）的清除率［31］，但其操作繁琐、费时费力，不适合在

流 行 病 学 研 究 中 应 用 ，目 前 的 研 究 均 是 采 用 公 式 来 估

算 GFR。

2013 年之前发表的研究都是基于肾脏疾病饮食改良

（modification of diet in renal disease，MDRD）公式来估算GFR。

但已有证据显示，MDRD 公式在实际 GFR 高于诊断阈值的

情况下会低估 GFR，导致对 CKD 的“过度诊断”；并且 MDRD
公式在不同种族人群中的准确性存在差异［5，32］。2014 年更

新的英国国家卫生与临床优化研究所指南推荐使用 CKD 流

行 病 学 研 究 公 式（chronic kidney disease epidemiology 
collaboration，CKD-EPI）［33］。此公式已在成年人群中得到了

广泛验证，证实其能减少估算偏差，具有比 MDRD 公式更好

的精度［33］。研究人员仍致力于开发出更加准确的计算公

式，目前已有针对老年人群的柏林倡议研究公式［34］、适用于

一般人群的 Lund-Malmö 公式［35］和全年龄范围公式［36］。

GFR<60 ml·min-1·（1.73 m2）-1 持续 3 个月以上才能诊断

CKD。然而，目前除一项研究采用随访期间至少两次连续

GFR 估算结果来定义结局外［13］，其余研究都是采用单次

GFR 估算结果，不能排除某些急性可逆性肾损伤的患者，可

能高估 CKD 的发病率［37］。如果大型人群队列研究通过匹

配现有的电子病历系统，根据出院诊断中的国际疾病分类

编码来确定 CKD，可能存在灵敏度低而特异度高的特点，即

漏 掉 一 些 处 于 疾 病 早 期 的 患 者 ，从 而 低 估 CKD 的 发 病

率［38］。对 CKD 结局的定义如何兼顾真实性和获取数据的

可行性是一个难点。

2. 预测因子：现有的 CKD 风险预测模型所纳入的预测

因子数从 4 个到 17 个不等，模型中的预测因子并不是越多

越好，纳入的预测因子越多，在建模时越容易出现过拟合的

情况。同时，预测因子信息越是方便获取或便于测量，模型

的可推广性越好。

为了方便预测模型的实际应用，目前的研究倾向于将

连续变量处理为分类变量，然而如何设定截断值以及分类

的数量往往没有统一的标准，这样的处理方式会造成信息

的丢失和检验效能的降低［14］。2015 年发表的《个体预后与

诊 断 预 测 模 型 研 究 报 告 规 范》（transparent reporting of a 
multivariable prediction model for individual prognosis or 
diagnosis，TRIPOD）声明指出，预测模型研究需明确报告每

个预测因子的处理方法，包括将连续变量转换为分类变量

时的截断值界定方法、原始数据的转换方法（如对数转换

等），以及预测因子与结局之间是线性还是非线性关系［39］。

若模型为非线性回归模型，应报告采用的方法，如多项式回

归或限制性立方样条等；若为线性回归模型，则建议报告预

测因子与结局变量呈线性关系的研究假设［39］。另外，部分

研 究 没 有 报 告 连 续 型 预 测 因 子（如 年 龄）的 范 围 ，例 如

CKD-PC 模型［22］、Chien 模型［23］和邯郸模型［26］都只报告了研

究对象的平均年龄。超出模型适用年龄范围的应用可能会

导致有偏的风险估计［14］。为明确预测模型适用的目标人

群、准确判断研究背景，TRIPOD 声明同时建议研究者提供

所 有 预 测 因 子 和 结 局 指 标 等 重 要 变 量 的 分 布 情 况

信息［39-40］。

3. 缺失数据：对于缺失值的处理方法是 CKD 发病风险

预测模型研究中经常遗漏报告的部分。上述 7 项研究中，

仅有 2 项研究使用插补法进行缺失数据的填补［15，19］，另外

1 项研究明确报告了有缺失值的个体数并将其排除［22］，而剩

余 4 项研究未报告缺失值的处理情况［23，25-27］。研究者倾向

于排除有缺失数据的个体，从而进行所谓的“完整案例分

析”，一方面，这种方法往往会导致样本量的减少，降低统计

效能；另一方面，纳入分析的研究对象不一定能代表原始研

究人群，造成了选择偏倚［5，14］。TRIPOD 声明指出，预测模型

研究应详细描述研究数据的缺失情况以及处理方法，包括

具体插补的变量及插补次数；更推荐采用多重插补法进行

缺失数据处理，因为其能保留缺失数据的随机性，相较单一

插补法具有更高的准确率［39］。

4. 建模方法：logistic 回归模型和 Cox 比例风险回归模

型是用于构建预测模型的两种常见方法：前者方法简单、对

数据资料要求较为宽松，通常用于横断面研究数据（例如构

建疾病诊断模型）和短期风险（例如 30 d 住院死亡率）的预

测；而后者可以有效利用随访时间信息并对截尾数据进行

分析，适用于较长时间范围内风险（例如 5 年、10 年发病风

险）的预测［39］。在慢性病发病风险预测领域，采用 logistic 回

归模型来代替 Cox 比例风险回归模型的前提是研究者需要

证明队列随访中不存在截尾数据［39］。然而，目前大部分

CKD 发病风险预测模型仍是基于 logistic 回归模型构建的，
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并且未报告采用该方法的原因，在未来的研究中应更注重

建模方法的选择以及研究报告的规范。

5. 模型应用：2019 年 10 月，KDIGO 召开了以“CKD 早期

发现与干预”为主题的共识会议，提出 CKD-PC 模型可用于

评估人群 CKD 发病风险并确定个体化再筛查频率，建议高

风险个体每 1~2 年进行一次筛查，而较低风险个体可适当

延长时间间隔［41］。除此之外，目前的临床指南中尚未推荐

使用任何专门的 CKD 风险预测模型。缺乏客观、无偏的外

验证是影响模型实际应用的原因之一［14］。部分模型没有在

独立的外部人群中进行验证，或在进行外验证时模型的性

能大幅度下降［25，27］；另一部分研究是将同一个数据集随机

分成建模数据集和验证数据集来进行内验证［10， 15］，除非数

据集样本量非常庞大，这种验证方法往往会得到有偏的结

果［14］。如果确实难以找到独立的外验证数据集，推荐使用

自抽样法（bootstrap）来进行内验证［42］。自抽样法可以利用

全部的研究数据，能改善参数估计、降低模型过拟合的可

能性［14］。

此外，除 CKD-PC 模型之外［22］，上述 CKD 风险预测模型

大多是在局部地区人群中进行建模，这些模型能否直接应

用于不同国家和种族的人群，包括现有中国人群的模型能

否应用于中国其他地区，都有待进一步的验证，未来的研究

应纳入具有不同遗传背景和环境特征的研究对象［5］。

四、未来模型优化方向

1. 探索可继续改进模型的预测因子：

（1）生物标志物：近年来由于转录组学、蛋白质组学和

代谢组学等的发展，研究者发现了越来越多与肾脏疾病有

关的生物标志物，包括不对称二甲基精氨酸、对称二甲基精

氨酸、尿调节素、肾损伤分子 1、中性粒细胞明胶酶相关脂质

运载蛋白等［43］。有可能作为 CKD 发病风险预测因子的生

物标志物应具有以下特点：生物学变异性小，不受年龄、营

养状况或共病状况的影响，方便测量等［44-45］。

新的生物标志物能否改善现有预测模型的性能，可以

通过计算净重新分类指数（net reclassification index，NRI）或

整体鉴别指数（integrated discrimination improvement）等指

标来评价［24，46］。例如，Fox 等［44］探究了 C-反应蛋白、醛固酮、

肾素、B 型尿钠肽、纤溶酶原激活物抑制剂-1、纤维蛋白原和

同型半胱氨酸等生物标志物能否改善 CKD 发病风险的预

测。结果显示，在原有 CKD 发病风险预测模型中额外纳入

具 有 统 计 学 意 义 的 生 物 标 志 物 ，Harrell's C 指 数 提 升 了

0.012，NRI 为 6.9%，说明增加这些生物标志物可以一定程

度提升模型的性能［44］。未来随着更多相关生物标志物的发

现，将为改善 CKD 风险预测模型性能、准确预测人群患病风

险提供更广阔的前景。

（2）多 基 因 风 险 评 分 ：近 年 来 使 用 多 基 因 风 险 评 分

（polygenic risk score，PRS）来预测 CKD 发病风险也是研究

的热点方向［47］。然而，向传统风险预测模型中加入 PRS 似

乎并不能显著提升模型的性能。早在 2012 年，O'Seaghdha
等［48］利 用 16 个 与 3 期 CKD 相 关 的 单 核 苷 酸 多 态 性

（single-nucleotide polymorphisms，SNPs）位点构建 PRS，结果

发现额外纳入 PRS 作为预测因子的模型与原模型相比，

Harrell's C 指数的差异无统计学意义。其原因可能是所使

用的 SNPs 位点数目太少，仅能解释 1.43% 的遗传变异［48］；

且选取的 SNPs 来源于白人群体，可能并不适用于其他人

群［49］。2021 年 Yu 等［47］使用 LDpred 法在英国生物银行（UK 
Biobank，UKB）队列中构建了包含超过 150 万个 SNPs 位点

的 PRS。仅将 PRS 作为预测因子来预测 CKD 的发病风险

时，模型 AUC 为 0.58；使用传统预测因子（包括性别、年龄、

文化程度、BMI、吸烟状况、糖尿病、高血压、冠心病史）的模

型 AUC 为 0.685；在此基础上额外纳入 PRS 的模型 AUC 略

有增加（0.690），但其差异仍无统计学意义［47］。PRS 在 CKD
风险预测方面的应用价值尚难以定论。现有全基因组关联

研究在欧美白人以外的其他种族人群中仍十分有限，是限

制这一方向发展的重要瓶颈。

2. 采用新的模型构建算法：机器学习方法在处理高维

度、大样本数据时具有独特优势［50］，可以克服传统建模方法

在处理预测因子与结局之间非线性关系方面的局限［51］，有

可能挖掘庞大的电子健康档案（electronic health records，

EHR）数据库中的有用信息，正越来越多地被应用于疾病风

险预测领域［52］。Krishnamurthy 等［53］利用中国台湾地区医保

索赔数据库构建了用于预测 6 个月或 12 个月 CKD 发病风险

的机器学习模型。其研究结果显示，卷积神经网络模型预

测能力最强，AUC 分别为 0.957 和 0.954，双向长短期记忆网

络模型次之；年龄、糖尿病、痛风、慢性肾小球肾炎、高血压

以及磺胺类药物和血管紧张素类药物用药史是最强的预测

因子［53］。Luo 等［54］采用轻量梯度提升机算法在 UKB 数据库

中探究了 37 种生活方式因素（包括膳食模式、体力活动、睡

眠、吸烟和饮酒等）对 CKD 发病风险的影响，并构建了一个

生活方式评分模型。面包摄入量、体力活动水平、饮茶量和

饮水量是与 CKD 关联最密切的因素；纳入多种生活方式因

素的模型 Harrell's C 指数为 0.710［54］。

尽管机器学习模型已取得了不错的区分度，但其在模

型解读及外推性方面仍存在局限。设法弄清机器学习模型

中的“黑箱”［52］、开展对模型的外验证研究是今后该领域发

展的重要方向［55］。

五、小结

预测个体未来发生疾病的风险是现代健康管理的关键

一步。构建和应用 CKD 风险预测模型，识别高危人群，开展

分级管理，可促进 CKD 的预防关口前移。现有 CKD 风险预

测模型的构建环节仍存在局限性，今后的研究应提高对结

局定义、预测因子选择和缺失数据处理的关注度；除此之

外，寻找合适的建模及验证队列人群、提高模型的可推广性

仍是今后研究的重点和难点所在。未来，随着健康医疗大

数据平台以及多组学研究的发展，可以尝试优化建模算法，

探索可继续改进模型的预测因子，以期进一步提高模型的

预测能力。
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